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1. Bevezetés

A dolgozat célja, hogy bemutassa az osztályozás jelentőségét két területen: a hálózattudomány-
ban és a felsőoktatásban. A hálózattudományban az osztályozás segít megérteni a hálózatok
szerkezetét és feltárni azok eredetét. A felsőoktatásban pedig kulcsfontosságú a hallgatók si-
kerességének előrejelzésében és a hozzájáruló tényezők azonosításában. A dolgozat célja, hogy
bemutassa az osztályozás tudományos és gyakorlati alkalmazásait ezen két területen.

A hálózatok adatvezérelt elemzése évtizedek óta kutatások középpontjában áll. Egy fontos
hálózattudományi kérdés annak vizsgálata, hogy a valós hálózatok hogyan írhatók le a met-
rikák egy szűkebb részhalmazával, és hogy a hálózat modellek mennyire képesek megragadni
a gráfmetrikák közötti kapcsolatokat. Az első fejezet 500 valós hálózatot és 2000 szintetikus
hálózatot vizsgál, amelyeket négy modell által generáltunk. A fejezet a hálózattudomány olyan
területeit köti össze, mint a gráfmetrikák kiválasztása, a hálózatok hasonlósága, modellek ka-
librálása és a gráfok osztályozása. Az eredmények azt mutatják, hogy a gráf metrikák közötti
összefüggések nagyban függnek attól, hogy milyen típusú hálózatról van szó, és a hálózatok
eredete a metrikák kis halmazával is meghatározhatóak. Továbbá megállapítjuk, hogy a háló-
zatmodellek strukturális tulajdonságai robosztusak, de csak korlátozottan képesek egyszerre
nagy klaszterezettségű és nagy átmérőjű gráfok létrehozására, viszont képesek pontosan meg-
ragadni a fokeloszlással kapcsolatos metrikákat.

A felsőoktatásban a hallgatói lemorzsolódás komoly problémát jelent, ami jelentős társa-
dalmi és gazdasági következményekkel jár. A gépi tanulás és a statisztikai eszközök lehetővé
teszik a lemorzsolódásban veszélyeztett hallgatók korai azonosítását, valamint a hallgatók si-
kerességét befolyásoló tényezők globális és egyéni szintű feltárását. A felsőoktatás másik kulcs-
fontosságú aspektusa a megfelelő felvételi eljárás megtalálása, amely képes megkülönböztetni
egymástól a magas tanulmányi potenciállal rendelkező és a lemorzsolódásban veszélyeztetett
hallgatókat. A felvételi eljárás általában a beiratkozás előtti teljesítményeken alapul, ezért
döntő fontosságú, hogy ezek a kiválasztási szempontok erős prediktív erővel rendelkezzenek az
egyetemi tanulmányi teljesítményt illetően.

A disszertáció statisztikai osztályozási módszerekkel elemzi a magyar egyetemi felvételi
pontszám és összetevőinek a végső egyetemi teljesítményre, különösen a diplomaszerzésre és
a diplomaátlagra vonatkozó prediktív erejét. Az eredmények azt mutatják, hogy a felvételi
pontszám jó előrejelző, de ereje szakonként eltérő, illetve az összetevői közül a középiskolai
jegyek és az általános tudást mérő pontszám a legerősebb előrejelzők. A felvételi pontszám a
nők teljesítményét alul, a férfiakét pedig túlbecsüli. Bevezetünk egy alternatív pontszámot,
amely nagyobb előrejelző képességgel rendelkezik, és csökkenti a képzési területek közötti
eltéréseket és az alul-/túlprediktálási torzítást. Változtatási javaslatokat fogalmazunk meg,
például a felvételi elágazó jellegének megszüntetését, az általános ismeretekre való nagyobb
összpontosítást és az emelt szintű vizsgák multiplikatív jutalmazását.

Azt is elemezzük, hogy ha összekombináljuk a változókat egy gépitanulási-modellben, ak-
kor együttesen mennyivel javítják a lemorzsolódásban veszélyeztetett hallgatók azonosításának
pontosságát. Továbbá demonstrájluk, hogy az értelmezhető gépi tanulási (IML) eszközök ho-

1



gyan támogathatják az oktatásban érintett szereplőket. Megmutatjuk, hogy a komplex gépi
tanulási modellek hatékonyan képesek azonosítani a veszélyeztett hallgatókat, azonban nem
könnyen értelmezhetőek. Megmagyarázgható gépi tanulási eszközök alkalmazásával bemutat-
juk, hogyan lehet az előrejelzéseket globálisan és lokálisan értelmezhetővé tenni, lehetőséget
bizosítva ezzel a személyre szabott beavatkozásra, tanácsadásra. Egy felhasználói tanulmány
elvégzésével azt is megmutatjuk, hogy a modern IML-eszközök nehezen érthetőek a célkö-
zönség számára, és amellett érvelünk, hogy további kutatásokra van szükség az olvashatóbb
vizualizációk megtalálásának érdekében.

2. Adatok

A dolgozat két adatvezérelt megközelítést taglal a valós hálózatok és az egyetemi felvételi
pontszámok előrejelző érvényességének vizsgálatára.

– A hálózatosztályozási elemzések saját valós hálózatok és modellek által generált gráfok
gyűjteményén alapul. Számos gráfmetrikát számítottunk, amelyek a hálózatok jellemző-
iként szolgálnak, lehetővé téve az adatvezérelt elemzést.

– Az oktatási adattudományi kutatások a 2010 és 2017 között a Budapesti Műszaki és
Gazdaságtudományi Egyetemre beiratkozott hallgatók anonimizált adataira épülnek.

3. Módszertan

Hálózatosztályozás

– Bevezetünk egy Spearman korrelációs hálózaton alapuló megközelítést a gráf metrikák
kiválasztására (dimenziócsökkentésre) és a hálózatdomainek közötti hasonlóság mérésé-
re.

– Bemutatunk egy új keretrendszert a hálózatmodellek kalibrálására, hogy olyan hálóza-
tokat hozzunk létre, amelyek adott céljellemzők alapján utánozzák a valós hálózatokat,
ahol a gráfmetrikák Canberra-távolságát használjuk a gráfok távolságának mértékeként.

– Egy gépi tanuláson alapuló megközelítést javaslunk a metrikaválasztás kiértékelésére,
ahol a megoldandó probléma a domainek osztályozása.

– Egy hálózatosztályozáson alapuló megközelítést javaslunk az paraméterkalibrációs mód-
szer és a hálózat modellek illeszkedésének kiértékelésére. A megközelítés rávilágít a valós
hálózatok azon tulajdonságaira is, amelyeket a modellek nehezen tudnak megragadni.

Osztályozás a felsőoktatásban

– A felvételi pontszám összetevőinek prediktív erejének számszerűsítésére egy haladó, sta-
tisztikai osztályozáson alapuló módszert, a ROC-görbe elemzést alkalmazzuk.
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– A lemorzsolódó hallgatók esetében a nem megfigyelhető diplomaátlag problémájának
kezelésére egy cenzúrázott lineáris modellt, az úgynevezett Tobit-regresszió használatát
javasoljuk.

– Különös hangsúlyt fektetünk a statisztikailag megalapozott következtetések levonására,
például annak vizsgálatával, hogy az AUC-különbségek statisztikailag szignifikánsak-e.
Ezenkívül korrekciókat végzünk a tartományi korlátozásokra (range restriction) vonat-
kozóan (Thorndike korrekciós képletét alkalmazzuk a korrelációra és korrigált AUC ér-
tékeket számolunk egy kétszeresen robusztus becslő eljárás segítségével).

– Egy osztályozáson alapuló, költséghatékony megközelítést javasolunk összetett pontszá-
mok prediktív erejének fokozására. A megközelítés célja annak vizsgálata, hogy a meg-
lévő összetevőket hogyan lehet súlyokkal ellátva kombinálni a hatékonyabb teljesítmény
érdekében.

– Olyan módszert javasolunk a gépi tanulási modellek kiértékelésére, amely az adatokat a
beiratkozási év mentén osztja fel (tanító és teszt halmazra) az adatszivárgás elkerülése
érdekében.

– Nagy hangsúlyt fektetünk a modell értelmezésére és megmagyarázására is. A globális
értelmezéshez permutációs fontosságot, parciális függőségi ábrákat és aggregált SHAP-
értékeket használunk. Végül az egyéni előrejelzések lokális értelmezéséhez a LIME és a
SHAP módszereket alkalmazzuk.

– Javasoljuk továbbá a kalibrációs módszerek, például a Platt-féle kalibráció és az izotóniás
regresszió alkalmazását a modell kimenetének kiigazítására, hogy az jobban tükrözze a
kimenetek (lemorzsolódás és diplomaszerzés) valós valószínűségeit.

– Ezenfelül bemutatjuk egy felhasználói tanulmány eredményeit, amely azt vizsgálja, hogy
a felsőoktatási szereplők értelmezhetőnek és hasznosnak találják-e az IML-eszközöket.
Ezen kutatási eredmények a szakirodalomban meglévő hiányosságokat hivatottak pótol-
ni.

4. Tézisek

Hálózatosztályozás

1. Egy korrelációs hálózaton alapuló módszert vezetünk be, amely segít (1)
összevetni a domainek közötti strukturális hasonlóságokat, (2) megtalálni a
metrikák közötti domainfüggetlen kapcsolatokat, és (3) kiválasztani a met-
rikák egy nem redundáns részhalmazát, amely továbbra is képes megkülön-
böztetni a hálózatdomaineket. (Kapcsolódó publikáció: [N4])

A kapcsolódó tanulmányok, amik a gráfmetrikák nem redundáns halmazának megtalálá-
sára összpontosítanak, adatvezérelt megközelítéseket és korrelációelemzést alkalmaznak
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valós és modellgenerált hálózatokon. Mi is hasonló metrikaválasztási eljárást vezetünk
be, azonban a kapcsolódó munkákkal ellentétben mi a Spearman-féle korrelációt hasz-
náljuk, mivel az nemlineáris kapcsolatokat is képes mérni, és kevésbé érzékeny a kiugró
értékekre.

Bevezetünk egy metrikát a hálózatdomainek hasonlóságának mérésére. A módszer úgy
működik, hogy kiszámítja a korrelációs hálózatok szomszédsági hasonlóságait különböző
küszöbértékek mellett, majd a szomszédsági hasonlóságok mediánját veszi. A kapcsolódó
munkákkal összhangban vannak eredményeink az eltérő módszertanok ellenére.

A korrelációs hálózatok segítségével nem triviális kapcsolatokat azonosítottunk a gráf-
metrikák között. Például, hogy a távolságot és az élsűrűséget mérő metrikák erősen ne-
gatívan korrelálnak, továbbá azt állítjuk, hogy az átlagos fokszám jobb metrika az élek
sűrűségének mérésére, mint maga a gráf sűrűségi metrika, mivel ez utóbbi negatívan
korrelál a csúcsok számával.

A metrika kiválasztásának célja, hogy megtaláljuk a metrikák olyan részhalmazát, amely
jól írja le a hálózatokat, miközben csökkenti a redundanciát, javítja a modellillesztést
és elkerüli a kollinearitást. A metrikákat a korreláció alapján választjuk ki, és kiszűrjük
azokat, amelyek erősen korrelálnak a hálózat méretével. A kiválasztásunkat úgy értékel-
jük ki, hogy osztályozzuk a domaineket az összes metrika, véletlenszerű részhalmazok és
a kiválasztott attribútumok segítségével, és a hatékonyságot az osztályozási pontosság-
gal mérjük. Kiválasztásunk magas pontosságot ér el, és az attribútumok véletlenszerű
almintavételezése nem javítja jelentősen a pontosságot. A kiválasztott halmaz nem tar-
talmazza a maximális csúcsközittiséget, amely gyakran szerepel a magas teljesítményű
véletlenszerű kiválasztásokban, azonban hátránya hogy számításigényes.

2. Bevezetünk egy gráfmetrikán alapuló hálózat modell paraméter-kalibrációs
módszert. Ezen túlmenően egy hálózatosztályozáson alapuló technikával ér-
tékeljük ki, hogy ezek a mérések alapján kalibrált hálózat modellek mennyire
jól képesek leírni a valós hálózatokat. (Kapcsolódó kutatás: [N4])

A modellkalibrálás célja olyan hálózat modellek létrehozása, amelyek illeszkednek a va-
lós hálózatokhoz. Az elemzés során négy modellt vizsgáltunk, a Barabási–Albert modell
klaszterezett verzióját, a forest fire modellt, a 2K modellt és a sztochaszikus blokk mo-
dellt. A hasonlóságot a kiválasztott gráfmetrikák Canberra-távolságával mérjük. A mo-
delleket kalibrálásánál a távolság minimalizálásához grid optimalizálást alkalmazunk,
a hatékonyság érdekében egyetlen modell realizációt használunk, továbbá bemutatjuk,
hogy a gráfmetrikák robusztusak a véletlenszerűséggel szemben.

Gépi tanulás segítségével értékeljük ki a hálózatmodelleket és azok paraméterkalibrálá-
sát két osztályozási probléma megoldásával : (1) valós vs. modell által generált, és (2)
valós vs. melyik modell generálta. Ez segít megérteni a valós hálózatok azon tulajdonsá-
gait, amelyeket a modellek nem tudnak megragadni, valamint azt, hogy mely modellek
generálják a legrealisztikusabb és leghasonlóbb hálózatokat az egyes domainekhez.
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Eredményeink azt mutatják, hogy az osztályozók jól megkülönböztetik a valós és a mo-
dell által generált gráfokat, kivéve a food és a web hálózatokat. A leginkább megkülön-
böztető gráfmetrikák a normalizált átlagos úthossz, az átlagos klaszterezési együttható,
a maximális sajátvektor-centralitás és az asszortativitás. Megmutatjuk, hogy a valós há-
lózatok rendelkeznek olyan szerkezeti tulajdonságokkal, amelyeket a hálózat modellek
nem tudnak megragadni, mint például az egyidejű klaszterezettség és a nagy átlagos
úthossz. Viszont a modellek képesek megragadni a fokeloszlással kapcsolatos metriká-
kat. Azt is megmutatjuk, hogy a különböző területekről származó hálózatok különböző
mértékben modellezhetőek, az agyi és a keminformatikai hálózatok a legnehezebben
szintetizálhatóak, míg a food és a web hálózatok a legkönnyebben.

Osztályozás a felsőoktatásban

3. Újszerű megközelítéseket mutatunk be az egyetemi felvételi kritériumok igaz-
ságosságának és előrejelző képességének javítására valamint a lemorzsolódás
előrejelzésére statisztikai osztályozási eszközök és gépi tanulási modellek fel-
használásával. Emellett összehasonlítjuk a faalapú modelleket és a mély ne-
urális hálózatokat, és megvizsgáljuk az első féléves teljesítmény modellekbe
való beépítésének hatását.

a) Bemutatjuk, hogy a statisztikai osztályozás eszközei hogyan használha-
tók a felvételi összetevők “igazságosságának” mérésére és a prediktív ere-
jének számszerűsítésére. (Kapcsolódó publikáció: [N2])

A felsőoktatásban fontos probléma a leghatékonyabb felvételi eljárás meghatározá-
sa, amely megkülönbözteti a magas tanulmányi potenciállal rendelkező hallgatókat
a jövőbeli lemorzsolódóktól. A felvételi eljárás gyakran egységes teszteken és a be-
iratkozás előtti teljesítményméréseken alapul, azzal a céllal, hogy olyan hallgatókat
válasszanak ki, akik várhatóan sikeresek lesznek az egyetemi tanulmányokban.

A prediktív erő számszerűsítésére kifinomult statisztikai módszertant alkalmazva
megmutatjuk, hogy a magyar felvételi pontszám mint összetett mérőszám hatéko-
nyan jelzi előre a későbbi tanulmányi sikert. Azt is bemutatjuk, hogy a középiskolai
jegyek pontosabban jelzik előre a végső tanulmányi teljesítményt, mint az érett-
ségi eredmények, de mindkettőnek van egymáshoz képest inkrementális prediktív
ereje, és a humán tárgyakban elért teljesítmény még a műszaki hallgatók esetében
is inkrementális erővel bír a matematikai és természettudományi eredményekhez
viszonyítva. Emellett azt találtuk, hogy a felvételi pontszám alulbecsüli a nők, a
vidéki diákok, az államilag finanszírozott diákok és a nagy általános tudással rendel-
kező tanulók teljesítményét, míg felülbecsüli a férfiak, a budapesti diákok, a fizetős
diákok és a szaktárgyakra koncentrálók teljesítményét.

b) Új megközelítést vezetünk be az összetett pontszámok prediktív erejé-
nek javítására, amely nem igényli sem új változók mérését, sem új teszt
megalkotását. Módszerünket és annak vonatkozásait a magyarországi
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egyetemi felvételi eljáráson keresztül mutatjuk be. (Kapcsolódó publikáció:
[N1])

Statisztikai osztályozási technikák segítségével a felvételi pontszám három fő össze-
tevőjének, a tanulmányi pontok, az érettségi pontok és a többletpontok kombiná-
lásával egy alternatív felvételi pontszámot konstruálunk, amely nagyobb prediktív
érvényességgel bír mint a jelenlegi pontszám. Az optimalizált pontszám azt sugallja,
hogy az tanulmányi pontszám a legfontosabb komponens, aminek nagyobb súllyal,
míg a többletpontoknak kisebb súllyal kellene rendelkeznie.

Ezen túlmenően a javasolt alternatív felvételi pontszám nemcsak növeli a prediktív
erőt, hanem a legtöbb csoport esetében - a nemek kivételével - csökkenti az alul-
és túlbecslési hibákat is. A legnagyobb javulást a lakóhely és a generalista/specia-
lista/versenyző diákok esetében tapasztaljuk. Az alternatív pontszám még mindig
alulprediktálja a nők teljesítményét, de pontosan jelzi előre a specialista férfiak
teljesítményét.

c) Megmutatjuk, hogy az első félévi egyetmi teljesítmény bevonása a mo-
dellbe növeli a lemorzsolódásban veszélyeztett hallgatók azonosításának
pontosságát, azonban a beiratkozás pillanatában rendelkezésre álló ada-
toknak is van inkrementális prediktív ereje az első félévi jellemzőkkel
szemben. (Kapcsolódó publikációk: [N6])

A lemorzsolódás előrejelzését négy szcenárióban vizsgáljuk, különböző attribútu-
mokat használva magyarázó változóként. A négy szcenárió a következő: (1) csak
középiskolai teljesítmény, (2) középiskolai teljesítmény kiegészítve az első egyetemi
hét attribútumaival, (3) mind a középiskolai, mind az első félévi egyetemi teljesít-
ménymutatók, és (4) csak az első féléves eredmények. E négy szcenáriót összehason-
lítva arra a következtetésre jutunk, hogy a legjobb teljesítményt akkor érjük el, ha
mind a beiratkozás előtti eredményeket, mind az első féléves teljesítménymutatókat
használjuk, és jelentősen javul az előrejelző képesség, ha a középiskolai teljesítmény-
változókat kiegészítjük az első félévre vonatkozó jellemzőkkel. A beiratkozás előtti
teljesítménymérések azonban csak csekély mértékben növelik a predikció pontossá-
gát az első félévi jellemzőkkel szemben.

d) Megmutatjuk, hogyan használhatók a gépi tanulási modellek a lemor-
zsolódás előrejelzésére, valamint összehasonlítjuk a fa alapú modelleket
és a mély neurális hálózatokat. (Kapcsolódó publikációk: [N5], [N3], [N17])

Demonstráljuk, hogy a CatBoost éri el a legjobb teljesítményt a különböző gépi
tanulási modellek közül (XGBoost, Lineáris diszkriminancia-elemzés, AdaBoost,
NGBoost, Explainable Boosting Machine stb.), 0,847-es átlagos precizitással és
0,774-es AUC értékkel, ami összhangban van a kapcsolódó tanulmányokkal.

Mély neurális hálózatokat (DNN) is teszteltünk, köztük a TabNet-et, amelyet ki-
fejezetten tabuláris adatokra terveztek. Bemutatjuk, hogy a DNN-ek egy vélet-
lenszerű mintavételezésű tesztkészleten jó eredményeket érnek el a lemorzsolódás
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előrejelzésében, azonban a faalapú modellek jobban teljesítenek egy realisztikusabb
környezetben, ahol az adatok a beiratkozási év mentén vannak felosztva.

Megjegyezzük, hogy kutatásainkban mindig nagy hangsúlyt fektetünk a modellek
hiperparamétereinek megfelelő finomhangolására, amihez a fa-strukturájú Parzen-
becslő optimalizáló algoritmust használjuk.

4. Bemutatjuk, hogy az értelmezhető gépi tanulási (IML) eszközök hogyan tá-
mogathatják a felsőoktatás résztvevőit a lemorzsolódás előrejelzésében azál-
tal, hogy transzparenssé teszik a modellt és megmagyarázzák annak előrejel-
zéseit. Ezenkívül egy felhasználói tanulmány alapján megmutatjuk, hogy a
legmodernebb SHAP ábrák nehezen értelmezhetőek a célközönség számára,
és hangsúlyozzuk, hogy további kutatásokra van szükség a megfelelő adatvi-
zualizáció megtalálásához. (Kapcsolódó publikációk: [N5], [N3])

Értelmezhető gépi tanulási (IML) eszközöket alkalmazunk, hogy a fekete doboz mo-
delljeinket átláthatóvá és előrejelzéseiket értelmezhetővé tegyük, ami segíti a személyre
szabott útmutatás adást és a döntéshozókkal való bizalom kialakítását.

Értelmezzük mind a mélytanulási, mind a faalapú modelleket, és megmutatjuk, hogy
konzisztensek abban, hogy milyen változókat tartják a legfontosabbnak, és azok hogyan
befolyásolják az egyetemi sikert.

A modell globális értelmezésének eredményei azt mutatják, hogy a középiskolai tanul-
mányi átlag a legmeghatározóbb változó. Fontos szerepet játszanak azonban a program-
specifikus ismeretek és az egyetemi tanulmányok közvetlenül a középiskola után történő
megkezdése is.

A felhasználói tanulmány eredményei azt mutatták, hogy a SHAP összefoglaló ábrá-
ját nehéz megérteni, de az interakciós ábrák könnyen értelmezhetőek. Mind a hallgatók,
mind a döntéshozók a lokális magyarázatokhoz az oszlopdiagramokat részesítették előny-
ben, de kiemelték az úgy nevezett “force plotok” előnyeit is. Alternatívákat javasolunk a
vizualizációk hiányosságaira, de további kutatás szükséges a témában.

5. A kutatás alkalmazásai és felhasználhatósága

A hálózatok osztályozásával kapcsolatos kutatásaink a következőkkel járulnak hozzá a valós
és a modell által generált hálózatok adatvezérelt elemzésének területéhez:

– Egyesíti a hálózattudomány kapcsolódó ágait (pl. metrikaválasztás, hálózati hasonlóság,
modellkalibrálás, gráfosztályozás), és alapos áttekintést ad az e területeken alkalmazott
legkorszerűbb módszerekről.

– Bemutatja a valós hálózatok és modellel generált hasonmásaik gyűjteményét, ami tar-
talmazza a gráfok strukturális tulajdonságait leíró gráfmetrikákat is, és ami nyilvánosan
elérhető (https://github.com/marcessz/Complex-Networks).
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– Azonosítja a gráfmetrikák egy kis, korrelálatlan részhalmazát, amely hatékonyan írja le
a valós hálózatokat és megkülönbözteti a hálózatdomaineket.

– Megmutatja, hogy a különböző hálózatdomainek különböző mértékben modellezhetőek.

– Rámutat arra, hogy a hálózat modellek pontosan meg tudják ragadni a fokszámelosz-
lással kapcsolatos gráfmetrikákat, azonban nem képesek reprodukálni a valós hálózatok
erősen klaszterezett szerkezetét nagy átmérő mellett. Ez rávilágít arra, hogy további
kutatásokra van szükség olyan modellek kifejlesztése érdekében, amelyek képesek ilyen
hálózatokat generálni.

Felsőoktatási kutatásunk kontribúciói és következményei a következők:

– A magyar egyetemi felvételi pontszám átfogó kiértékelése a hosszú távú tanulmányi siker,
nevezetesen a diplomaszerzés és a diplomaátlag előrejelzésében.

– Megmutatjuk, hogy a felvételi pontszám hatékony előrejelző, és a műszaki képzések
esetén esetében erősebb, mint bármelyik összetevője önmagában. A gazdasági- és társa-
dalomtudományi képzések esetében azonban az általános ismereteket mérő komponens
erősebb előrejelző, mint maga a felvételi pontszám.

– Megállapítjuk, hogy a középiskolai jegyek erősebb előrejelzői a későbbi tanulmányi sike-
rességnek, mint az érettségi vizsgák eredményei, függetlenül a képzési területtől.

– A prediktív erővel kapcsolatos kutatás eredményei és módszertana alkalmazható más
olyan oktatási környezetekben is, ahol az egyetemi felvételi rendszer az érdemjegyeken
és vizsga eredményeken alapul (például Izraelben, Portugáliában és az Egyesült Államok-
ban). Továbbá más területeken is alkalmazható, például olyan orvosi környezetben, ahol
összetett halálozási/súlyossági pontszámok, mint az APACHE, MPM és SAPS, hasz-
nálatosak. Hasonlóképpen, az értelmezhető lemorzsolódás-előrejelzési módszertan több
területen is alkalmazható, például egyes betegségek súlyosságának előrejelzésében. [N7],
[N9].

– Az összetett pontszám prediktív erejének javítására egy terület független módszert ve-
zetünk be. A megközelítés könnyen megvalósítható, és hatása évekig tartó várakozás
nélkül megbecsülhető a múltbeli adatok felhasználásával.

– Módszerünk erősségét a gyakorlatban mutatjuk be: a magyar felvételi rendszerben.
Konstruálunk egy alternatív egyetemi felvételi pontszámot, amely nagyobb prediktív
erővel és kisebb torzítással rendelkezik. Az alternatív pontszám alapján változtatásokat
javasolunk a felvételi eljárásban, például javasoljuk a “duplázás” pontszámítás megszün-
tetését és az általános tudás nagyobb hangsúllyal való figyelembevételét. Így a pontszám
jobban tükrözné a későbbi egyetemi teljesítményt, és ezáltal igazságosabbá válna.

– Megmutatjuk, hogy a jelenlegi magyar egyetemi felvételi pontszám alulprediktálja bizo-
nyos diákcsoportok, például a nők, a generalisták és a vidéki diákok egyetemi teljesít-
ményét.
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– Megmutatjuk, hogy hogyan alkalmazhatóak a megmagyarázható mesterséges intelligen-
cia eszközök a felsőoktatásban a lemorzsolódás értelmezhető előrejelzésére. A globális
értelmezés mellett megmagyarázzuk az egyéni előrejelzéseket ezzel támogatva a döntés-
hozatalt és a személyes visszajelzés adást.

– Továbbá összehasonlítjuk a különböző értelmezhető gépi tanulási technikákat, mint pél-
dául a permutációs fontosság, a parciális függőségi ábrák, a LIME és a SHAP, és vissza-
jelzést adunk a használatukról.

– Kiemeljük az egyetem közvetlenül a középiskolai tanulmányok után történő megkezdé-
sének fontosságát, valamint az általános tudás, pontosabban a középiskolai tanulmányi
átlag jelentőségét az egyetemi tanulmányi teljesítmény előrejelzésében.

– Felhasználói tanulmányt készítünk a kutatás célközönségével : hallgatókkal és felsőokta-
tási döntéshozókkal. Kiértékeljük ezen eszközök olvashatóságát és használhatóságát, és
megállapítjuk, hogy további kutatás szükséges a lokális magyarázatok megfelelő vizua-
lizálásában.
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