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1 Bevezetés

Az ajanlérendszerek olyan informdciésziird eszkozok, amik segitik az in-
forméaciés tulterheltségben szenvedd felhasznaldkat azaltal, hogy szamukra
érdekes/megfelel6/hasznos termékeket (tartalmat, stb) javasolnak nekik. A fel-
hasznalok személyre szabott ajanlasi listdkat kapnak, amik tipikusan csak néhany
terméket tartalmaznak; ezek a termékek raadasul nagy valdszintiséggel megfelelnek
a felhaszndlé érdeklfdésének. A termékek megfelel6ségét (az egyes felhasznéloknak)
az ajanléalgoritmusok jelzik elore; a felhaszndlénak a legmagasabb elore jelzett
megfeleléségi értékkel rendelkezd termékeket mutatja a rendszer.

Az ajanlérendszerek kozponti része az ajanléalgoritmus, ami a megfeleléségiik
alapjan rangsorolja a termékeket. Az ajanldalgoritmusokat 6t nagyobb csoportba
szokés sorolni [13], amelyek koziil a két legjelent&sebb stratégia a kollaborativ sziirést
(collaborative filtering — CF) és a tartalom alapt sziirést (content-based filtering —
CBF) alkalmazé mddszerek csoportja. A CF algoritmusok csak a felhasznalé—termék
interakcidkat (eseményeket, tranzakcidkat) hasznéljdk fel a miikodésiik soran. Ezen
modszerek felteszik, hogy két felhasznalé hasonld, ha hasonld termékeket fogyasztottak;
és két termék hasonld, ha hasonld felhaszndlék fogyasztottak ket [15]. A CBF algo-
ritmusok a termékek metaadatait (pl. szerzd, miifaj, stb) hasznéljdk. Els¢ 1épésként
a termékek metaadatait a szovegbdnydszatbdl és az informécié kinyerés (information
retrieval) teriiletérél ismert moddszerekkel elemzik [2]. Ezutdn felhaszndl6i profilokat
képeznek, felhasznélva, hogy a felhasznalok mely termékeket kedvelték. A preferencidk
elorejelzése a termékek metaadatainak és a felhaszndl6i profilok Osszevetésével torténik
[9]. Altalénosségban a CF mddszerek a legpontosabbak a vegytiszta mdédszerek koziil,
pl. pontosabbak a CBF mddszereknél, amennyiben elég esemény all rendelkezésre [10].

A CF algoritmusokat két osztalyba szokds sorolni, a memoéria alapi és modell alapt
megoldasok kozé. Az elébbibe tartoznak a szomszéd modszerek, amik a termékek vagy a
felhaszndldk értékelés vektorait vetik Ossze, és ezaltal definidlnak hasonlésdgokat koztiik.
Az ajanlasok a hasonlé termékek vagy felhasznalok silyozott atlagaként allnak el
(pl. [5, 12, 7]). Az elmult évtizedben a modell alapi mddszerek valtak népszeriivé,
mivel sokkal jobban teljesitettek a Netflix Prize versenyen [4], egy 2006-ban indult ny-
ilvanos versenyen, ami hosszu ideig a legnagyobb és legjelent6sebb méreti bechmarknak
szamitott. A modell alapi médszerek altalanositanak az adatokbdl és olyan modelleket
épitenek, amik jol képesek elére jelezni a felhasznalok preferenciait. Ezek kozil is a fak-
torizacios algoritmusok bizonyultak a legsikeresebb megoldasnak. Ezek minden terméket
és felhasznalot egy K dimenzids latens jellemz6térben reprezentdlnak, mint egy K hosszu
jellemzévektor.

Matrix faktorizacié: A legismertebb latens jellemzoket haszndlé algoritmusok a
métrix faktorizaciés médszerek (pl. [3, 16, 11,17, 6, 14]). Ezek a megfigyelt értékeléseket
egy preferencia matrixba (R) rendezik, aminek a két dimenziéja a felhaszndléknak és a
termékeknek felel meg. Ha a u felhasznalé r-rel értékeli az i terméket, akkor R, ; = 7.
R egy nagy méretii, de igen ritka matrix. A méatrix faktorizacié alapja, hogy ezt az R
matrixot és alacsony rangii métrix szorzatara bontjuk fel (R = (MENT M) amikre
jellemzOméatrixként hivatkozunk. Az egyik jellemzémétrix a felhasznalékhoz (M) a
mésik a termékekhez tartozik (M), A felhasznalék jellemzémétrixanak u. sora az u
felhasznalé (K hosszi) latens jellemzévektora. A termékek jellemzévektorait hasonld
médon értelmezziik. Az u felhaszndlé eldre jelzett értékelése/preferencidja az i termékre



a jellemzévektoraik skalarszorzata, azaz R, ; = (Ml(LU))TMiU).

Interakciok tipusai: A felhasznalo—termék interakcidk tipusatdl fliggben az
ajanldsi problémék lehetnek explicit vagy implicit visszajelzés (feedback) alapiak.
Explicit visszajelzést a felhasznalok aktiv hozzajaruldsként biztositanak, leggyakrab-
ban értékelések formajaban. Ez expliciten kddolja a preferencidikat a termék(ek)kel
kapcsolatban. A klasszikus explicit feedback alapu feladat az értékelés elorejelzés,
azaz a cél a hidnyz6 értékelések minél pontosabb elorejelzése. Ezzel szemben egy
ajanl6 feladata néhany érdekesnek/hasznosnak itélt termék kivélasztdsa az egyes fel-
haszndlék szémdra. Ehhez a termékeket el@szor rangsorolni kell (a felhaszndlok szaméra
valé megfelel6ségiik alapjéan), majd a rangsor els6 néhdny termékét visszaadhatjuk
ajanlasként. Ez a topN ajanlasi feladat. Az értékelés elGrejelzési feladat eredménye
atalakithaté topN ajanlassa gy, hogy a legnagyobb elére jelzett értékeléssel rendelkezo
termékeket ajanljuk. Ugyanakkor a jé értékelés elorejelzés nem mindig eredményez jo
topN ajanlast.

Implicit feedbacket a felhasznaldk viselkedésének passziv megfigyelésével nyerhetiink,
mikoézben a szolgéltatdst (pl. egy webshopot) hasznaljak. Mivel nincs sziikség a fel-
hasznalé aktiv hozzdjaruldsara, ezért nagy mennyiségben gytjthetd. Ez kifejezetten
fontos szempont a gyakorlatban. Viszont a preferencidkat ki kell kovetkeztetni az igy
gyljtott interakcidkbdl. Ha a felhasznald interakcidba lépett egy termékkel az egy zajos
visszajelzés pozitiv preferencidrdl. A negativ visszajelzések gylijtése még problémaéasabb,
mivel az interakcié hidnyanak tobb oka lehet, amik koziil a leggyakoribb az, hogy a
felhaszndlé nem is tud a termék létezésérdl. Az implicit feedbackkel dolgozé algoritmu-
soknak ezért figyelembe kell vennitik a “hidnyzé” eseményeket is.

Kontextus-vezéreltség: A kontextus-vezérelt! ajanlérendszerek (context-aware
recommender systems — CARS) [1] a tranzakcidkon feliil egyéb informaciét is figyelembe
vesznek, amire 6sszefoglalé néven kontextusnak neveziink. A kontextus-vezérelt ajanlas
jelentésen megnovelheti az ajanlds pontossagat: (1) Az algoritmus képes kezelni a kon-
textus fliggd hatdsokat a tanulasi fazisban. Példdul, bizonyos véltozasok a felhasznalok
viselkedésében, mint a szezondlis hatdsok csak a kontextus ismeretében érthetéek. A
kontextust nem hasznalé algoritmusoknak a hasonlé hatdsok véletlenszeriinek tiinnek
és a helytelen kezelés folyomanyaként hasonlé helyzet all el6, mint zajos adatokon valod
tanuldsndl. (2) Az ajénlasi listdk a kontextus fiiggvényében valtoznak, igy jobban alka-
Imazkodnak a felhasznalok aktualis igényeihez.

Ajanléalgoritmusok kiértékelése: A topN ajanldk kiértékelése ajanldsi pon-
tossag szempontjabdl a kovetkezdk szerint torténik. A termékeket egy adott felhasznald
szamara az adott kontextuson beliil rangsoroljuk az elore jelzett megfelel6ségiik alapjin
(7). A kiértékelést kiilonboz6 mértékek segitségével végezziik egy, a tanitéhalmazzal dis-
zjunkt, teszt adatbazison. Egy adott felhasznalé—kontextus (azaz lekérdezés) szamara
a teszthalmaz ezen felhasznédldjanak ebben a kontextusban el6fordulé eseményeinek
termékei szamitanak relevdnsnak. Az ajanlott termékek a lekérdezés szaméara generalt
rangsor els§ N darab eleme. A disszertaciéban altaldban N = 20-at hasznélok; az
eredmények N = 10 és N = 5 mellett er6sen korreldlnak ezzel. Fontos megemliteni,
hogy a kiértékelés soran az Gsszes terméket rangsorolom.

Az ajanlasi pontossdgot tobb mértékkel lehet mérni. A disszertaciéban féként a re-

LA teriilet nevének a forditdsa nem teljesen pontos. A teriilet algoritmusai figyelembe veszik a
kontextust és az ajanlasok is ennek megfeleléen valtozhatnak, ugyanakkor nem kozvetlentil a kontextus
vezérli az ajanlasokat.



call@N mértékre tamaszkodok, ami az ajanlott relevans termékek és a relevans termékek
aranya. Mas szavakkal, ez azon tesztesemények aranya, amiknek a terméke a megfelel§
ajanlasi listak elsé N eleme kozott van. A recall jol kozelit bizonyos gyakorlati ajanlasi
kornyezeteket és jol korreldl az atkattintdsi ardannyal (click-through rate — CTR), egy
gyakran hasznalt online mértékkel.

2 Témavazlat

A kutatas kozponti eleme a kontextus-vezérelt, implicit feedback alapt ajanlasi probléma
megoldésa faktorizaciéval; és jelentésen befolydsoljak gyakorlatbdl vett szempontok. A
kutatds célja, hogy integralja a kontextust (valamint egyéb informécidkat, pl. metaada-
tokat) faktorizacids algoritmusokba, igy novelve azok pontossigdt implicit feedbackre
épit6 topN ajanldsi problémék esetén. A kontextust, mint esemény kontextust (azaz a
tranzakcidkhoz és nem az egyes entitdsokhoz kapcsolddé informéciét) definidlom. Az
ajanlasi pontossig f6 méroszamaként a recall@20 mértéket hasznalom.

Kétféle kontextust hasznalok, a szezonalitist és a szekvencialis kontextust. Ezen
kontextusok gyakorlati hasznossdga abban rejlik, hogy konnyen létrehozhatéak szinte
minden implicit adatsor esetén, mivel a szarmaztatasukhoz csak arra van sziikség, hogy
az események idobélyege is rendelkezésre alljon.

Szezonalitas: A legtSbb olyan teriilet, ahol ajanlérendszereket alkalmazunk, mutat
valamilyen szezondlis viselkedési mintazatot, mivel az emberi viselkedés sok esetben pe-
riodikus. Emiatt a szezonalis informdci6 kontextusként valé hasznalata nyilvanvald [8].
A szarmaztatdsahoz elsé 1épésként a szezon hosszat kell definidlni. A szezonon beliil
nem szamitunk szabdlyszert ismétlédésekre a felhasznalok aggregalt viselkedésében.
Két kiilonboz6 szezonban ugyanazon, a kezdéstdl szamitott relativ idépontjénal az ag-
gregélt viselkedés hasonlésagara szamitunk. A szezon optimalis hossza az adatoktdl fligg.
Misodik 1épésként iddsdvokat hatdrozunk meg a szezonon beliil, ezek lesznek a kontex-
tus lehetséges allapotai. Az idOsavok hatdrozzak meg a szezonalitas felbontasat és op-
timélis kialakitasuk szintén az adatoktdl fiigg. Az események kontextusat az idobélyegiik
alapjan hatarozzuk meg, attdl fliggéen, hogy melyik idésavba esnek.

Szekvencialis kontextus: Bizonyos alkalmazasi teriileteken, mint példaul
filmeknél vagy zenénél, a felhaszndlék hasonlé termékeket fogyasztanak. Més esetek-
ben, mint példaul elektronikus eszkozok vasarlasanal vagy az e-kereskedelemben viszont
pont hogy keriilik a hasonlé termékeket és inkabb kiegészitoket keresnek. Mindkét
tipusu tertileten megfigyelhetoek viszont szekvencidlis mintazatok. A szekvencialis
kontextust a [T2] cikkben javasoltam. Egy tranzakcié szekvencidlis kontextusa az
eseményben résztvevo felhasznald el6z6 eseményének terméke. Ez az informécié segit
az ismétlodésekhez kapcsolodé hasznélati mintdzatok és a sorrendfiigg6 fogyasztasi
szokasok modellezésében.

A moddszerek és algoritmusok kiértékeléséhez 6t implicit feeback alapd adatbéazist
haszndlok, amik koziil harom nyilvanosan elérhetd.

2.1 Tovabbi informacié felhasznalasa matrix faktorizacioban, ini-
cializalas segitségével

A kutatés elsé fazisa annak a megvizsgaldsa, hogy a tisztan CF faktorizdcids eljarasokba
beviheto-e valamilyen mas informacid, anélkiil, hogy az algoritmusokon valtoztatni kell-



jen, és ezéaltal megnovelheté-e ezen modszerek hatékonysaga. A maétrix faktorizacids
algoritmusok els6 lépése, hogy véletlenszeriien inicializaljak a jellemzémaétrixokat, és a
tanitdsi eljaras ezen érétkeket fogja megvaltoztatni. Az elképzelés az, hogy ehelyett
inditsuk a faktorizaciét egy olyan pontbdl, ami jobban jellemzi az adatainkat, azaz a
jellemzdévektorok inicializalasdhoz hasznaljunk valamilyen kiils6 informaciot. Ezaltal ezt
a kiils6 informaciot képesek vagyunk bevinni a modellbe. Bar ez a megoldas még nem
kontextus-vezérelt, az ajanlasi pontossdgot megnovelheti.

Hérom {6 inicializalasi megolddst vizsgalok meg. Az inicializdlds arra a megfi-
gyelésre épit, hogy a hasonlé termékek (tanitott) jellemz&vektorai is hasonléak. A
termékek hasonldsagat tobbféle médon is definialhatjuk, és ehhez a kiilsé informéaciokat
is felhaszndlhatjuk. Az elsé 1épés mindhdrom mddszer esetében egy termék (vagy
felhasznald) leirématrix definidldsa a kiilsé informécick (pl. metaadat, kontextus)
segitségével. Ezutdn ezt a leiromatrixot faktorizaljuk, igy megkapjuk az egyes termékek
és a leir6 dimenzi6 entitdsainak (metaadat kifejezések vagy kontextus dllapotok) latens
jellemz6vektorait. Innen tébbféle médon is tovabbléphetiink:

e Mivel a hasonlé termékek jellemzévektorai hasonléak a faktorizalds utén,

haszndalhatjuk a termék jellemzévektorokat az inicializalashoz.

o A lefrévektorok kozotti hasonlésagot is definidlhatjuk, de a teljes hasonldsagi
matrix kiszamitdsa a gyakorlatban megvaldsithatatlan. Viszont a hasonlosdgok
kozelithetéek a latens jellemzovektorok segitségével. Mivel a hasonlésdgmatrix
a lefrématrixnak és a transzpondltjanak a szorzata, olyan jellemzévektorok is
kiszamithatdak — a faktorizacié utan keletkezo termék és entitds jellemzGvektorok
segitségével — amik hasonldsdgai jobban kozelitik az eredeti hasonlésagokat. Ezek
a vektorok hasznalhatdak az inicializalashoz.

e A hasonlésdgot ugy is definidlhatjuk, mint a tobbi termékhez valé hasonlésig
vektorok kozotti hasonlésagot. Bar a pontos hasonlésagok kiszamitasa ebben az
esetben sem valdsithaté meg a gyakorlatban, az el6z6 pontban leirt mdédszerhez
hasonlé megoldassal ezek is kozelithet&ek.

Ezeket a moddszereket kiprobaltam az iALS, egy gyakran hasznalt, implicit feed-
back alapi métrix faktorizacié javitasara. Az ajanldsi pontossag jelentésen megndtt a
véletlenszerii inicializalashoz képest. Osszehasonlitottam a metaadat és kontextus alapu
inicializdlasokat is, és azt taldltam, hogy a kontextussal jobb eredményt lehet elérni. A
két informaciotipus kombinalasa pedig tovabb noveli a pontossagot.

2.2 Kontextus-vezérelt faktorizaciés algoritmusok

A kutatds kovetkezd fazisaban kifejlesztettem két kontextus vezérelt faktorizacids algo-
ritmust, amik hatékonyan képesek tanulni az implicit adatokon. Mindkét algoritmus
egy Np dimenzids tenzorban reprezentalhaté tenzoron (R) dolgozik. A tenzor egy-
egy dimenzidja megfelel a felhaszndléknak (felhaszndlé azonositék) és a termékeknek
(termékazonositok), a maradék Np — 2 pedig a kontextus dimenziéknak. R nulldkat
és egyeseket tartalmaz: Tuiser,enp—2 = Ls ha az u felhasznalénak volt legalabb egy
eseménye az i terméken, mikozben a j. kontextus dllapota c¢; volt. R minden eleme
ismert (azaz nincsenek hidnyzé “értékelések”), de az egyesek szdma jelentésen alac-
sonyabb a nulldkéndl. Ez a fajta kialakitds azt feltételezi, hogy egy esemény megléte
pozitiv, hidnya pedig negativ preferenciat kédol. Mivel a hidnyzé esemény és a negativ
preferencia k6zott sokkal gyengébb a kapcsolat, mint az esemény és a pozitiv preferencia



kozott, egy sulyfiiggvény létrehozasara is sziikség van. A W(iy, ..., iy, ) silyfiiggvény
minden egyes lehetséges entitds kombinaciéhoz egy valés értéket rendel. A gyakor-
lati szempontbdl j6 W(-) az adatoktdl fiigg és befolyasolhatja a tanitds hatékonysagat
is. Az egyszeriiség kedvéért tegyiik fel, hogy W(-) érétke 1 a hidnyz6 eseményeknél és
100 - #(i1, ... ,in,) & tobbi helyen. Az algoritmusok a stlyozott négyzetes hibadsszegre
optimalizalnak (ami ekvivalens az RMSE-re val6 optimalizaldssal), ahol a célvaltozdk az
R beli értékek és a stilyokat W(-) szolgaltatja. Az optimalizdlashoz az alterndlé legkisebb
négyzetes hibdk médszerét (alternating least squuares - ALS) haszndlom. Ez azt jelenti,
hogy egy adott idopillanatban egy kivételével az Osszes jellemzOmatrix fix, és csak és
kizarolag a nem fixalt matrix jellemzoinek értékét szamitjuk ki, mint legkisebb négyzetes
megoldéast. Ez az eljaras iterativ modon csokkenti a hibdt. Egy teljesen kitoltott ten-
zoron (mint amilyen az R is) a naiv ALS rosszul skaldzédik. De a szamitdsok okos
szétvélasztasa és bizonyos statisztikdk elGzetes kiszamitasa lehetévé teszi a hatékony
tanitést.

A két algoritmus kozotti kiillonbség az eltéré preferencia modellek hasznélata, azaz
a becsiilt preferencia kiszamitasahoz hasznalt képlet eltérd.

iTALS: Az iTALS algoritmus az wu felhaszndlé preferencidjat az i terméken
adott kontextus &allapotok mellett, mint a megfelel jellemzovektorok elemenkénti
(Hadamard) szorzataként el6allé vektor koordindtdinak Osszegeként (azaz Np vektor
“skaldrszorzataként”) becsiili. Ez az N-utas (N-way) interakcié modell. Az aldbbi kife-
jezés formélisan lefrja a modellt?:

Firvning =17 (M} o ME o0 MNP (1)

Ez a modell azt feltételezi, hogy a preferencidk az Osszes dimenzié egyiittes inter-
akciéjaként alakulnak ki. Az ajanlasok szempontjabol a modell a felhasznalo—termék
interakcié tjrastlyozasa egy kontextus fiiggé jellemzOvektor éltal (ami Np > 3 esetén
t6bb jellemzovektor elemenkénti szorzataként &ll el6).

iTALSx: Ez a mddszer alapvetéen haromdimenziés problémdkhoz (felhaszndld,
termék és egy kontextus) lett kifejlesztve. Az u felhasznédlé preferencidja az i
terméken adott kontextus mellett, mint a megfelel6 jellemzovektorok péaronkénti
skaldrszorzatainak Osszegeként all el6. Azaz a felhasznald és termék, a felhasznald és
a kontextus, valamint a termék és a kontextus jellemz6 vektorok skalarszorzatainak
Osszegével becsiiljiik a preferencidt. Ez a modell a paronkénti interakcié modell. A
modellt a kévetkezé moédon fejezhetjiik ki formalisan:

Fuie =11 (MéU) © z'(I) + M) o M) + Mz'(l) © Mc(C)) (2)

Ebben a modellben a preferencia a felhasznalé—termék interakcid, egy kontextus fiiggo
termék és egy kontextus fliiggd felhasznald bias 6sszegeként all el6. A kontextus fliggo fel-
haszndloé bias nem vesz részt ugyan a termékek rangsoroldsban — hiszen mindig egy adott
felhaszndlénak ajanlunk egy adott kontextus mellett, igy az értéke minden termékre
megegyezik — de képes csokkenteni a kontextus-fliggd mintazatok hatdsat a tanitds sordn,
amit egy klasszikus matrix faktorizacié szamara zajként jelenne meg.

Algoritmikus komplexitds: Mindkét algoritmus esetében egy epoch (azaz minden
jellemzémétrix egyszeri tjraszamoldsdnak) komplexitdsa O(NpNTK? + Zf\;Dl SiK?),

2Az eltolds (bias) értékek nem keriilnek feltiintetésre a konnyebb érthetéség végett.



ahol Np, N+, K a dimenzidk, események és (vektoronkénti) ldtens jellemzOk szama,
S; pedig a tenzor i. dimenzidjdnak mérete (azaz a felhasznédlok/termékek/kontextus
allapotok szdma). Az algoritmus linedrisan skaldzédik az események szdméval. Ez a
gyakorlatban kifejezetten fontos a rendelkezésre all6 sok esemény és az eseményhalmaz
gyors novekedése miatt. Az algoritmus elméletben kobosen skalazodik a latens jellemzok
szamdval. Viszont mivel NpN*t > ZZ]\;Dl S; és K érétke alacsony a gyakorlatban, az
els6 tag a domindns. fgy az algoritmus négyzetesen skdlazédik a gyakorlatban hasznélt
K érétkekre.

Moédszerek Osszehasonlitdsa: Az iTALS-t és iTALSx-et (a) madtrix fak-
torizdcioval, (b) matrix faktorizdciok Osszességére épité alapveté kontextus-vezérelt
eljarassal és (c) egymadssal is Osszehasonlitottam. A kisérletek sordn mind szezonalitast,
mind szekvencialis kontextust is hasznaltam. A f6bb eredmények az alabbiak:

e Mind az iTALS és az iTALSx jelentOsen jobban teljesit az ajanlasi pontossigot

tekintve, mint a matrix faktorizacié és a kontextus-vezérelt alap megoldas.

e A javasolt szekvencidlis kontextussal jelentésen jobb pontossag érhet6 el, mint
kontextus hasznélata nélkiil vagy a szezonalitassal.

e Az ITALS tanulédsi kapacitdsa magasabb, de az N-utas modell érzékenyebb a za-
jokra és az alacsony faktorszam 6sszemosd hatasara. Ezért az iTALS akkor teljesit
jobban, mint az iTALSx, ha a jellemzdék szama kelléen nagy vagy az adatbazis
kell6en stirti. Az eredmények azt mutatjik, hogy ritka adatok esetén és alacsony
jellemz6szam esetén az iTALSx-et érdemes hasznélni.

2.3 ALS alapu faktorizacio gyorsitasa

Gyakorlati alkalmazhatésdg szempontjabol az algoritmusok tanitési ideje kiilonlegesen
fontos jelent&séggel bir. A gyorsabb tanitds lehet6vé teszi, hogy (1) a modellezett
rendszernek egy ujabb allapotat modellezziik (kiilonosen fontos akkor, ha a termékek
életciklusa rovid vagy ha gyorsan jelennek meg 14j termékek); (2) gyakrabban tanitsuk
ujra a modelleket; (3) jobb kompromisszumokat taldljunk a tanitds sebessége és a pon-
tossag kozott azaltal, hogy magasabb faktorszamot vagy tobb epochot hasznalunk. Két
kozelité megoldast javasolok az ALS tanulés felgyorsitasara, amik kiilonosen magasabb
faktorszdam esetén hatékonyak (azaz a gyorsulds anndl nagyobb, minél tobb jellemz6t
hasznalunk).

Az ALS esetén a szamitdsi komplexitds amiatt magas, mert magaba foglalja egy
K x K méretl linedris egyenletrendszer megoldasat. A javasolt mddszerek ennek a
direkt megoldésat kertilik el.

ALS-CD: Az elsé megoldas jellemzénkénti optimalizdldsra (coordinate descent -
CG) épit. Ebben a mddszerben egy adott pillanatban egy kivételével minden mod-
ellparaméter fix, és egyszerre mindig egy jellemz6 keriil kiszamitdsra. fgy a matrix
invertdlasa helyett elég egy egyszerli osztast haszndlni. Implicit feedback esetén nem
egyértelmili ennek a stratégianak a haszndlata, mivel a negativ (hidnyz6) eseményeket
is figyelembe kell venni. A probléma megoldasa, hogy a hidnyzd eseményeket K + 1
példaba tomoritjuk.

Az ALS-CD nem kozeliti kozvetlentil az ALS megoldasat, de hasonlé eredményeket
ad. A médszer hasznalatdval az iTALS/iTALSx komplexitdsa O(Np K3+ NpNTNK +
ZZ]\L D S;K?) lesz — ahol Ny a bels§ iterdcidk szdma — ami a gyakorlatban haszndlt K
értékek tartomanyan linedris skalazédast jelent, mivel ott Np NTN; elnyomja az Np és



sz\g S; szorzokat.

ALS-CG: A masodik megoldas konjugdlt gradienst haszndl az egyenletrend-
szer megolddsanak kozelitésére. A moddszer hatékonysidga attdl, fiigg, hogy milyen
hatékonyan tudjuk kiszdmolni az egytitthatématrix és egy tetszoleges vektor szorzatat.
Itt az egyiitthatématrix egy elore kiszamolt matrix és egy diddosszeg Osszegeként all elo.
fgy a szorzas is hatékonyan elvégezheto.

Ha a bels6 iterdcidk szama megegyezik K-val, akkor az ALS-CG pontosan az
ALS megoldasat adja. Viszont mar jéval alacsonyabb bels6 iteracié szam mellett is
jé kozelitések adhatéak. A mddszer hasznalatdval az iTALS/iTALSx komplexitdsa
O(NpN*tN;K + N;K? le\g S;), ami a gyakorlatban hasznalt K értékek tartoméanyén
linedris skaldzddast jelent.

Osszehasonlitas: Az ALS-hez képest jelentSs a gyorsulds: a CG ~ 10.6-szer a CD
~ 2.9-szer gyorsabb, mint az ALS K = 200 esetén (és a kiillonbség tovabb nd, ahogy
K-t noveljiik). A gyakorlatban gyakrabban hasznalt K = 80 esetén a gyorsulds ~ 3.5-
szeres CG és ~ 1.3-szeres CD esetén. A harom mddszer pontossaga nagyon hasonld és
az eltérések altalaban jelentéktelenek, Ez azt jelenti, hogy a javasolt gyorsitdsok anélkiil
hasznalhatoak, hogy felaldoznank a mddszer pontossagat.

Egymassal Osszehasonlitva kijelenthet6, hogy a CG-nek tobb elényosebb tulaj-
donsdga van: gyorsabb, stabilabb, egy kicsit pontosabb és az ALS direkt kozelitése
is el6nyos.

2.4 GFF és preferencia modellezés kontextussal

Ahogy az iTALS és ITALSx 6sszehasonlitasanal is 1lattuk, kiilonféle preferencia mod-
ellek jok kiilonféle szitudciékban. A faktorizacié és az adatsor bizonyos tulajdonsigai
(pl. faktorszdm, ritkasig) az egyik vagy a madsik modell szdmdara el6nyosek. A fak-
torizacidos moédszerek tobbsége az N-utas vagy a paronkénti modell koziil hasznélja az
egyiket, mikozben a lehetséges modellek szdma a dimenzidk szamanak novekedésével ex-
ponencialisan né. Szintén érdemes megjegyezni, hogy ezek a modellek szimmetrikusak,
azaz minden dimenzié ugyanazt a szerepet tolti be; az ajanldsi probléménal viszont
mindig van két kitiintetett dimenzi6: a felhasznaldké és a termékeké. A preferencia
modell hatdssal van a tanulds folyamatéra is. Ez kiiléndsen akkor jelentds, ha a tanulas
magaba foglal kiilonbo6z6 transzformaciokat és a szamitasok okos szétvalasztasat, hogy
a modszer komplexitasa alacsony legyen. Az implicit feedback alapi probléméandl pon-
tosan ez a helyzet. Példaul hidba nagyon hasonlé az iTALS és az iTALSx, néhany kulcs-
fontossagu 1épés eltérd és mas elore kiszamitott statisztikakra van szitkségiik a hatékony
tanitdshoz.

A preferencia modellezés rendes feltérképezésének hianya azon rugalmas eszkozok
hidnyara vezethetd vissza, amikkel a kiilonféle modellek konnyen kiprébélhatdak,
anélkiil, hogy minden egyes 1j modellhez 1j algoritmust kelljen implementélni. Ez mo-
tivalt az altaldnos faktorizacids keretrendszer (General Factorization Framework - GFF)
megalkotdsara, ami egy olyan rugalmas algoritmus, aminek az egyik bemenete a pref-
erencia modell, és képes kiszdmitani a modellnek (és az adatoknak) megfelel§ létens
jellemzématrixokat. A GFF lehetévé teszi, hogy egyszeriien kisérletezziink kiilénbozé
linedris modellekkel a kontextus-vezérelt ajanlasi feladatra, legyen sz6 implicit vagy ex-
plicit feedbackrél. A GFF 1j kutatdsi irdnyokat nyit a kontextussal valé modellezés
tertiletén.



Az aldbbi tulajdonsdgok voltok fontosak a GFF megalkotédsakor.

e Szabad kontextus hasznalat: A GFF barmilyen kontextus vezérelt ajanlasi
probléman mikdodik, fliggetleniil a dimenzidk jelentésétdl és szamatol.

e Nagy preferencia modell osztaly: Az egyetlen megszoritds a preferencia model-
lel kapcsolatban, hogy a probléma dimenziéiban linearis legyen.® Ez az intuitiv
korlatozas a gyakorlati problémak szempontjabdl nem jelentés.

o Adatfiiggetlenség: a gyakorlatiasabb implicit eset mellett a GFF képes kezelni az
explicit feedbacket is, amihez minddssze a sulyfiiggvényt kell atallitani.

e Rugalmassag: a GFF silyfliggvénye kell6en altalanos ahhoz, hogy azon keresztiil
extra informdciékat vigyliink a modellbe, példdaul csokkenthetjiik a régebbi
események silyat (event decay) vagy az események nem véletlenszerti hidnyéara
(not missing at random) vonatkozé hipotéziseinket is integralhatjuk.

e Skalazhatosdg: a GFF mind a tranzakcidk szamaval, mind a faktorszammal
(a gyakorlatban hasznalt tartomanyon) linedrisan skalazodik. fgy éles ajanld
szolgaltatasokban is jol hasznalhato.

A GFF segitségével konnyen kisérletezhetiink 14j preferencia modellekkel. A
kovetkezé komponenseket definidltam egy 4 dimenzids (felhasznéld, termék, szezonalités,
szekvencidlis kontextus) kontextus-vezérelt probléman, amikbél a modell Gsszeallithato.

e UI: Interakci6 a felhaszndld és a termék kozott, a klasszikus CF modell.

e USI, UQI, USQI: A felhasznalo—termék interakcié kontextus fiigg6d
Ujrasilyozdsa, azaz a kontextus befolyasolja az interakciét. Toébb kontextus di-
menzio is hasznalhaté a stlyozashoz. De tobb dimenzié hasznélata esetén a kompo-
nens érzékenyebb a zajokra, és csak magasabb faktorszam mellett ad jé eredményt.
[T4].

e US, UQ: Kontextus fiiggd felhaszndlé bias, ami a felhaszndlé—kontextus inter-
akciobdl szarmazik. Nem vesz részt a termékek rangsorolasban, de tanitas kozben
sziiri a kontextus fligg6 valtozasokat az adatban. Ebben a komponensben csak egy
kontextus dimenziét engedek meg, mert tobb dimenzié hasznélata azt modellezné,
hogy a kontextus dimenzidk is interakciéba lépnek egymaéssal.

e IS, IQ: Kontextus fiiggd termék bias, ami a termék—kontextus interakciébol
szarmazik. Mind a termékek rangsoroldasdban, mind a tanulds segitésében részt
vesz. Ebben a komponensben is csak egy kontextus dimenzié engedélyezett.

e SQ: Kontextus dimenzidk interakcidéja. A tradiciondlis paronkénti modellhez
sziikséges.

A fenti komponensekbdl modelleket allitottam Ossze, amik az ajanlasi probléma
bizonyos specidlis aspektusait is figyelembe veszik. Az &ltalam vizsgalt modellek a
kovetkezok:

e Interakcié6 modell (UI + USI 4+ UQI): Ez a modell az alap felhasznél6i
viselkedés (UI) és a kontextus altal befolydsolt viselkedések (USI és UQI)
Osszessége. A modell feltevése, hogy a felhasznalok preferencidja egy kontex-
tus fliggetlen és egy kontextus fiiggd részbdl tevddik ossze. Az utébbiban a fel-
hasznédlé—termék interakcidkat egy kontextus fiiggd jellemzo vektorral tsulyozzuk.
Az USQI a tébb dimenzidval vald dtsilyozéas zajossadga miatt nem szerepel a mod-
ellben.

e Kontextus interakcié modell (USI + UQI): Ebben a modellben a prefer-

3Ez azt jelenti, hogy egy dimenzié nem léphet interakciéba énmagéval a modellben.



encia kizardlag kontextus fliggd részekbdl all. A modell azt feltételezi, hogy az
preferenciat erdsen befolyasolja a kontextus, és ez a befolyas a felhasznal6—termék
interakciéra van hatéssal, nem pedig az egyes entitasokra (felhaszndls, termék)
kiilon-kiilon.

¢ Redukalt paronkénti modell (UI +US + IS +UQ + IQ): Ez a modell
a tradicionalis paronkénti modell egy varidciéja, amibol kihagyjuk a kontextus
dimenzidk interakcidjat (SQ). A kontextus és a felhasznaldk, illetve termékek
interakcidja az egyes entitdsokkal kiilon-kiilon torténik, azaz itt a kontextus nem
a felhasznal6—termék interakciét befolyasolja.

e Felhasznalé bias modell (UI+US+UQ): A modell feltevése, hogy kizarélag a
felhaszndld 1ép interakcidba a tobbi dimenzidval. Az eredmény egy olyan modell,
amiben a felhasznalo—termék interakciét kiegészitik kontextus fiiggé felhasznalo
biasok. Bar a termékek sorrendjét ezek a biasok nem befolyasoljak, a tanitast
zajszir6 hatasukkal segitik.

e Termék bias modell (UI+ IS+ 1Q): Ebben a modellben a kontextus hatasat
kontextus fliggé termék biasokkal irjuk le (pl. bizonyos termékek mas és mas
kortilmények kozott népszeriiek). A termék biasok mind a rangsoroldsban, mind
a tanitas segitésében részt vesznek.

e Egy komplex model (UI+US+IS+UQ+IQ+USI+UQI): Ez a modell
a redukalt paronkénti és az interakcié modell Gsszessége. Szintén tekinthetd egy
redukalt 3-utas interakciés modellnek, amibdl a kontextus-kontextus interakciokat
elhagytuk.

A kisérleti eredmények alapjdn ezek az 14j modellek jobban illenek az ajénlasi
problémahoz, mint a tradiciondlisan hasznalt modellek és pontosabbak is. Az inter-
akciéo modell teljesit a legjobban és kozelrdl koveti a kontextus interakcié modell. Ez
a két modell intuitive is illik a feladathoz. A faktorszam befolyasolja a modellek pon-
tossaganak rangsorat. Kevesebb jellemz6 esetén az alacsonyabb szintii interakcidkat
tartalmazoé modellek jobban teljesitenek, mikézben a t6bb dimenzié interakciéjat tar-
talmazé modellek t6bb jellemzo esetén jobbak. Az interakcié modell végig jol teljesit a
gyakorlatban hasznalt faktorszamok tartomanyan.

3 A disszertacio felépitése

A disszertdacié elsé fejezete magas szinten &attekinti az ajanlorendszerek teriiletét,
részletezi az implicit feedback alapti kontextus-vezérelt faktorizacié témakoréhez tar-
tozé fogalmakat, specifikdlja a kutatasi problémat és ismerteti a kiértékelés altaldnos
menetét. A mésodik fejezet dttekinti a kapcsolddd irodalmat.

A kovetkezd négy fejezet (a harmadik fejezettél a hatodikig) fedi le a sajat kutatdsom

fovonaldt és ismerteti a téziseimet:

e A 3. fejezet megvizsgalja, hogy a maétrix faktorizacié inicializaldsa miként
hasznélhat6 tovabbi informécié (pl. termék metaadatok, kontextus) fel-
hasznélasara a faktorizacids algoritmusokban az alap moddszerck megvaltoztatasa
nélkiil. A mddszerek és a kisérleti eredmények alkotjik az elsé téziscsoportot.

e A 4. fejezet ismerteti az altalam az implicit feedback alapu ajanlasi problémara
kidolgozott kontextus-vezérelt faktorizacidés algoritmusokat. Mind az iTALS
(mésodik téziscsoport), mind az iTALSx (harmadik téziscsoport) algoritmus j6l
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skdldz6dé moddon oldja meg a feladatot. A két moddszer Osszehasonlitdsa és
kiilonféle probléméakra valé megfeleloségiik vizsgalata a negyedik téziscsoportban
van Osszefoglalva. Szintén ez a fejezet mutatja be a szekvenciélis kontextust, ami
jelentGsen képes javitani az ajanlasi pontossagon és szinte minden implicit feedback
alapt adatsorhoz kénnyen 1étrehozhatoé.

e Az 6todik fejezet a faktorizdciés megolddsokban — mint az el6bb emlitett két al-
goritmus — hasznalt ALS tanitds gyorsitasara és a latens jellemzok szamaban vald
skalazédasanak javitdsara koncentral, mikoézben nem ront jelentésen az ajanldsi
pontossidgon. Két gyorsitasi mddszert javaslok és vizsgalok meg. Az egyik az ele-
menkénti optimalizéldsra (coordinate descent), a mésik a konjugélt gradiensre épit.
A két mddszert egymédssal és az alap ALS-sel is 6sszehasonlitom. A moddszerek és
a kisérleti megfigyelések alkotjak az 6todik téziscsoportot.

e A hatodik fejezetben javaslom az &ltaldnos faktorizacids keretrendszert (General
Factorization Framework — GFF), egy algoritmust, ami hatékony kisérletezést tesz
lehetévé kiilonféle preferencia modellekkel az implicit feedback alapt kontextus-
vezérelt ajanldsi kornyezetben. A GFF segitségével javaslok és megvizsgalok tobb
ujszertt modellt, amik figyelembe veszik az ajanlasi feladat specialitasait. Ezeket
a moédszereket Osszehasonlitom a teriilet tradiciondlis modelljeivel, az N-utas és
a paronkénti interakciéo modellel. GFF, az 1j modellek és a kisérleti eredmények
alkotjak a hatodik téziscsoportot.

A disszertacié utolsé harom fejezete Osszegzi az eredményeket, &ttekinti az

eredmények alkalmazasat és felvazol tobb lehetséges jovébeli kutatasi irdnyt.

11



4 UJ eredmények osszefoglalasa

1. téziscsoport: Javasoltam, hogy a matrix faktorizaciés médszerek inicializaldsahoz
hasznéljunk fel egyéb, a termékekrdl (vagy a felhasznaldkrdl) rendelkezésre &ll6 in-
formacidt, hogy megnoveljiik az ajanldsok pontossagéat. (A mddszerek és az eredmények
a kovetkezd cikkekben keriiltek publikalasa: [T1, T3].)

1.1. tézis Javasoltam, hogy a mdtriz faktorizdciot a szokdsos véletlenszeri kiin-
duldsi matrizok helyett az entitdsok hasonldsdgdt kihaszndlo mdtrizokbdl inditsuk.
Az igy kapott inicializdld séma dltalanos és barmilyen mdtrixz faktorizdcio esetén
felhasznalhato. A séma két lépése a kévetkezd: (1) rendeljink leirévektorokat
az entitasokhoz; (2) témoritsik a leirévektorokat, hogy a tomdritett informdcid
meérete megegyezzen a jellemzdvektorokéval. Az implicit ALS mddszeren és 6t adat-
soron alkalmazva megmutattam, hogy az inicializdlé séma jelentdsen megnoveli az
ajanldsi pontossdagot (recall és MAP mérdszamok tekintetében).

1.2. tézis Javasoltam a SimFactor algoritmust, ami olyan jellemzdvektorok
elddllitdsdra képes, amelyek jobban megdrzik az entitdsok kézdtti hasonldsdgokat.
A SimFactor nem igényli a gyakorlatban nehezen kiszamithatd teljes ha-
sonlésdgmdtriz kiszdmitdsdt. Ot adatsoron megmutattam, hogy a mddszer dltal
létrehozott jellemzovektorok jobban kozeliti a hasonlésagokat, mint a leirévektorok
egyszert tomoritésével kapottak. Megmutattam, hogy az igy kapott vektorok
dltaldban az inicializalds sordn is jobban teljesitenek.

1.3. tézis Javasoltam a Sim?Factor algoritmust, ami olyan jellemzdé vektorok
eldallitasdra képes, amik az entitdsok egymdshoz vald hasonldsdga alapjdn definidlt
hasonldsdg értékeket képesek kizeliteni. A Sim? Factor nem igényli a gyakorlatban
nehezen kiszdmithato teljes hasonldsdgmdtriz kiszamitasdt. Megmutattam, hogy az
igy kapott jellemzdvektorok hasznosak az inicializdldskor.

1.4. tézis Javasoltam, hogy az entitdsok leirdsdhoz hasznaljuk a kontextust. Meg-
mutattam, hogy a kontextus alapu leirdk jobbak az inicializdldshoz, mint a metaa-
dat alapiak. Megmutattam, hogy a kontextus és metaadat alapi inicializdldsok
kombindldsa tovdbb javitja az ajdnldsi pontossdgot.
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2. téziscsoport: Javasoltam az iTALS algoritmust az implicit feedback alapu
kontextus-vezérelt ajanldsi problémara. (A mddszerek és az eredmények a kovetkezd
cikkben keriiltek publikdlasa: [T2].)

2.1. tézis Kifejlesztettem az iTALS algoritmust, egqy tenzor faktorizdcids algo-
ritmust, ami pontszerl preferenciabecslést végez azdltal, hogy a mnégyzetes hiba
stlyozott négyzetésszegére optimalizal. A preferencidkat az N-utas modellel,
azaz dimenzionként egy-eqy jellemzo vektor elemenkénti szorzatdban lévé elemek
osszegével kozeliti. Megmutattam, hogy az iTALS jol haszndlhato az implicit feed-
back alapi kontextus-vezérelt problémdra gy, hogy egyeseket haszndlunk a pozitiv
és nulldkat a hidnyzo események esetén, mint preferencia értéket, mikozben az
elébbieket jelentdsen felulsiulyozzuk.

2.2. tézis Megmutattam, hogy az iTALS jelentdsen jobban teljesit a recallal kife-
jezett ajdnldsi pontossdg szempontjabol, mint a kontextust figyelembe nem vevd
implicit mdtrixz faktorizdcio, valamint eqy eldszirésre épitéd kontextus-vezérelt
modszer.

2.3. tézis Megmutattam, hogy az iTALS hatékonyan tanithato ALS-sel az im-
plicit feedback alapi kontextus-vezérelt ajanldsi problémdn. Megmutattam, hogy
az iTALS a gyakorlatban is hatékonyan tanithato, mivel linedrisan skdldzodik az
események szdmdval, és négyzetesen a gyakorlatban haszndlt tartomdnyon a ldtens
jellemzbk szamadval.

3. téziscsoport: Javasoltam az iTALSx algoritmust, mint egy alternativ megoldést
az implicit feedback alapi kontextus-vezérelt ajdnldsi probléméra. (A moédszerek és az
eredmények a kovetkez6 cikkben kertiltek publikéldsa: [T4].)

3.1. tézis Kifejlesztettem az iTALST algoritmust, egqy tenzor faktorizdcids algo-
ritmust, ami pontszerid preferencia becslést végez azdltal, hogy a négyzetes hiba
stlyozott négyzetosszegére optimalizdl. A preferencidkat a pdronkénti interakcio
modellel, azaz dimenziopdronként a megfeleld jellemzbévektorok skaldrszorzatainak
osszegével kézeliti. Megmutattam, hogy az iTALSz jol haszndlhatd az implicit feed-
back alapi kontextus-vezérelt problémdra gy, hogy egyeseket haszndlunk a pozitiv
és nulldkat a hidnyzé események esetén, mint preferencia értéket, mikozben az
elébbieket jelentdsen felulsiulyozzuk.

3.2. tézis Megmutattam, hogy az iTALSx jelentdsen jobban teljesit a recallal
kifejezett ajdnldsi pontossdg szempontjabol, mint a kontextust figyelembe mem
vevd implicit mdtriz faktorizdcid, valamint eqy eldsziirésre épité kontextus-vezérelt
maodszer.

3.3. tézis Megmutattam, hogy az iTALSx hatékonyan tanithato ALS-sel az im-
plicit feedback alapi kontextus-vezérelt ajdnldsi problémdn. Megmutattam, hogy
az iTALSx a gyakorlatban is hatékonyan tanithato, mivel linedrisan skdldzodik az
események szdmdval, és négyzetesen a gyakorlatban haszndlt tartomdnyon a ldtens
jellemzok szamdval.
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4. téziscsoport: Kisérleteket folytattam iTALS és iTALSx algoritmusokkal,
Osszehasonlitottam Oket, valamint meghataroztam egy konnyen hasznalhaté kontextus
dimenziét. (A mddszerek és az eredmények a kovetkezd cikkekben keriiltek publikéldsa:
[T2, T4].)
4.1. tézis Javasoltam egy ujszeri kontextus dimenzio, szekvencidlis kontextus,
haszndlatat ajdnldsi problémdkndl. Egy esemény szekvencidlis kontextusa az
ugyanezen felhaszndlo eléz6 eseményének terméke. Megindokoltam, hogy a kon-
textus széles korben elérhetd a gyakorlatban, hiszen csak az események sorren-
dezhetdségére épit, ami a legtobb esetben adott. Megmutattam, hogy a szekvencidlis
kontextus hasznalatdval az ajdnlds pontossdga széles korben (kilonbozé adatsorok,
algoritmusok, modellek, jellemzd szdmok esetén) jelentésen megnévelhetd a kon-
textust nem, valamint a szezonalitdst haszndlo esetekhez képest.

4.2. tézis Osszehasonlitottam az iTALS (N-utas modell) és az iTALSz
(pdronkénti modell) algoritmusokat. Az N-utas modell haszndlata megfelelébb
akkor, ha a jellemzdk szdama magas és/vagy az adatsor siribb; egyébként pedig
a pdronkénti modell haszndlatdt javaslom.

5. téziscsoport: Javasoltam két kozelité médszert az ALS tanitds felgyorsitasara. (A
moédszerek és az eredmények a kévetkez6 cikkben keriiltek publikéldsa: [T6, T7].)

5.1. tézis Javasoltam eqy konjugdlt gradiens alapti ALS kozelitést, ami
daltaldnosan haszndlhaté ALS alapi faktorizdcids algoritmusokban. Megmutattam,
hogy a mddszer a gyakorlatban haszndlt értékek esetén linedrisan skaldzodik a
latens jellemzdék szdmdval. Megmutattam, hogy a megoldds lehetévé teszi ma-
gas szamd ldtens jellemzd haszndlatat és jobb kompromisszumok felfedezését a
futdsi id6 és a pontossdg kozott. Megmutattam, hogy a mddszer csak minimdlisan
mddositjia az ajanldsok pontossdgdt az ALS-hez hasonlitva.

5.2. tézis Javasoltam egy jellemzdnkénti optimalizdldsra épitd ALS varidnst, ami
altalanosan haszndlhatd ALS alapi faktorizdcios algoritmusokban. Megmutattam,
hogy a mddszer a gyakorlatban haszndlt értékek esetén linedrisan skaldzodik a
latens jellemzdék szdmdval. Megmutattam, hogy a megoldds lehetévé teszi ma-
gas szdmu ldtens jellemzd haszndlatdt €s jobb kompromisszumok felfedezését a
futdsi id6 és a pontossdg kézott. Megmutattam, hogy a mddszer csak minimdlisan
mddositja az ajanldsok pontossdgdt az ALS-hez hasonlitva.

5.3. tézis Tobb szempont szerint is dsszehasonlitottam a konjugdlt gradiensre és
a jellemzonkénti optimalizaldsra épitd kozelité megolddsokat. Megmutattam, hogy
a kongugdlt gradiens alapi modszer jobb, mivel (a) a pontossdga jobban kézeliti az

ALS-ét; (b) gyorsabb; (c) jobban skdldzodik; és (d) stabilabb.

5.4. tézis Meghatdroztam eqy jo kompromisszumot a futdsi id6 €s az ajanlds pon-
tossdga kozott a kézelité modszerekhez. Ennek eléréséhez azt javasoltam, hogy a
belsd iterdciok szamdt dllitsuk 2-re.
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6. téziscsoport: Javasoltam egy rugalmas algoritmust (GFF), ami lehet6vé teszi,
hogy kisérletezziink tjszer(i preferencia modellekkel. (A mddszerek és az eredmények a
kovetkezo6 cikkben keriiltek publikaldsa: [T5, T7].)

6.1. tézis Kifejlesztettem az dltaldnos faktorizdcids keretrendszert (General Fac-
torization Framework — GFF), eqy rugalmas faktorizacids algoritmust az implicit
feedback alapi kontextus-vezérelt ajdanldsi problémdra. A GFF rugalmassdga abban
rejlik, hogy a preferencia modell megadhats, mint az algoritmus bemenete. A mod-
ell tetszdleges szami dimenziot képes kezelni, valamint a koztik lévo lehetséges in-
terakciok halmazdnak bdrmely részhalmazdt. Bemutattam, hogy ez a rugalmassdg
lehetdvé teszi, hogy kisérletezziink tjszeri preferencia modellekkel. A GFF az
egy attributumos MDM adatmodellre épit, ami megfeleld a gyakorlatban eléfordulo
kontextus-vezérelt problémdkhoz.

6.2. tézis Kulonféle, ujszeri preferencia modelleket javasoltam a kontextus-
vezérelt ajanldast problémdra.  FEgy négydimenzids kontextus-vezérelt ajanldsi
probléman kiértékeltem az 1j modelleket ajdnldsi pontossdg szempontjabdl. A fel-
hasznalt kontextus dimenzidk olyanok, hogy minden a gyakorlatban eléfordulo adat-
sorndl létrehozhatoak, amennyiben az események rendelkeznek idobélyeggel, és ems-
att kilonosen fontosak. Megmutattam, hogy tobb wjszeri modell is jobban teljesit,
mint az irodalomban megtaldlhato tradiciondlis modellek.

6.3. tézis Megmutattam, hogy a javasolt modellek egyike, az interakcié modell,
dltaldban is jol teljesit. Ez a modell a felhaszndlé—termék (UI) és a kontextustdl
fiiggben silyozott felhasznalo—termék (UCI) relaciok dsszessége. Ot adatsorbdl
négy esetén ezt volt a legjobb modell, a maradék egy esetben pedig mdsodik helyen
végzett. Az utdbbi adatsoron a legjobb modell a kontextus interakcié modell volt,
ami kézeli rokonsdgban dll az interakcio modellel.

6.4. tézis Osszehasonlitottam a GFF-fel legjobban teljesitd ijszert modelleket a
legkorszeribb faktorizdcios modszerekkel. A GFF az ujszerd modellekkel jelentdsen
jobbnak bizonyult, mint a vizsgdlt mddszerek ot adatsorbdl haromndl és hasonloan
teljesitett egyen.

6.5. tézis Kiterjesztettem a GFF algoritmust, hogy teljesen kompatibilis legyen a
tobbdimenzids adattér modellel (Multidimensional Dataspace Model — MDM) és igy
képes legyen tovdbbi informdcict, mint példdul az aktudlis session eseményeit vagy
termék metaadatokat, is hatékonyan figyelembe venni. Elbzetes kisérleteimmel
megmutattam, hogy a session események figyelembe vétele jelentésen megnéveli
az ajanldasi pontossdgot.
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5 Eredmények alkalmazasa

A kutatasom egészét erésen befolyasoltdk gyakorlati kovetelmények.

e Az elsd téziscsoport egy relative olcsé megoldast javasol extra informaécié figyelem-
bevételére matrix faktorizaciés megoldasokban és igy jelentGsen megnoveli a pon-
tossagukat.

e A madsodik, harmadik és negyedik téziscsoportok olyan kontextus-vezérelt fak-
torizacids algoritmusokat javasolnak, amik a gyakorlati, implicit feedback alapu
kérnyezetben j6l hasznalhatéak. Mind iTALS, mint iTALSx linedrisan skédlazddik
az események szaméaval. Az itt hasznalt kontextus dimenzidk szintén jelentOsek
gyakorlati szempontbdl, mivel minden olyan adatsornal rendelkezésre allnak, ahol
az eseményekhez idObélyeget is eltarolunk. Az dltalam javasolt szekvencialis kon-
textus kifejezetten jol teljesit és jelentGsen megnoveli az ajanlasi pontossagot.

o Az 6todik téziscsoport a faktorizacional haszndlt ALS tanitas sebességének és a
latens jellemzOk szamaban valé skdlazéddsdnak javitasara koncentral, mikozben
nem aldoz jelentésen az ajanlasi pontossagbol. Ez kifejezetten fontos gyakorlati
szempontbol, mivel a révidebb tanitdsi idok lehetové teszik a gyakoribb tanitast,
valamint jobb kompromisszumokat tesznek lehet6vé a futasi id6 és a pontossag
kozott (pl. azéltal, hogy tobb latens jellemz&t vagy tobb epochot hasznalunk) és
hatékonyabba teszik a rendelkezésre all6 eréforrasok kihasznélasat.

e A hatodik téziscsoport egy olyan algoritmust javasol, ami rugalmas kisérletezést
tesz lehet6vé kiilonféle kontextus-vezérelt preferencia modellekkel. Az algoritmus
kifejlesztése mogotti motivacid szintén a gyakorlatbol szarmazik, mivel a tradi-
cionalis kontextus-vezérelt modellek nem veszik figyelembe az ajanlési feladat spe-
cialitdsait (pl. kitlintetett dimenzidk, realisztikus interakciok a dimenzidk kozott,
stb).

Az algoritmusokat és a kutatdsbdl szdrmazé know-howt sikeresen alkalmaztam a
gyakorlatban is. Az algoritmusok egy részét implementaltam a Gravity Research &
Development Zrt. — kiilonféle alkalmazasi teriileten ajanlo szolgédltatast biztosito cég,
nemzetkozi tigyfélkorrel — ajanlomotorjaban. Az algoritmusokat sikerrel hasznaltam az
éles ajanlérendszerben, valamint kiilonb6z6 egyéb ajanlasi projektekben, tenderekben és
POC-kben. A megoldasok alkalmazasi kore kiterjed, a teljesség igénye nélkiil, az online
bevasarlasra, VoD és TV miisorok ajanlasara IPTV kornyezetben [P3], e-kereskedelemre
és aprohirdetéses oldalakra.

Emellett az eredmények nagyban hozzajarultak az Eurépai Unié Seventh Framework
Programme (FP7/2007-2013) altal tdmogatott CrowdRec projekthez*. A CrowdRec
projekt célja az ajanlorendszerek 1j generaciéjanak kifejlesztése, igy tobbek kozott a
kontextus haszndlata, a felhasznalokkal vald interakcio, stream jellegii ajanldasok és het-
erogén informaciéforrasok felhasznaldsa. A kutatdsom a CrowdRec projekt kontextussal
foglalkozé részéhez kapcsolodik.

4 Azonositészéam: n°610594
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