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1. A kutatási téma motivációja és újszerűsége

Az önvezető járművek fejlesztése egy rendkívül összetett és fejlődő kutatási terület.
Célja a közlekedésbiztonság növelése és a hatékonyság javítása, melynek során
számos új technológiai és társadalmi kihívás merül fel. Bár a vezetésautomatizálás
elméleti alapjai és részleges megvalósításai már ismertek, a teljes önvezetés (SAE
Level 5 [1]) elérése továbbra is jelentős technikai és jogi akadályokba ütközik.

Az önvezető rendszerek egyik legfontosabb pillére a járművek
környezetérzékelési alrendszere, amely elengedhetetlen a biztonságos működéshez.
A kamerák, radarok és LiDAR-ok eltérő tulajdonságokkal és korlátokkal
rendelkeznek, ezért a különböző érzékelőtípusok kombinált feldolgozása - az
úgynevezett szenzorfúzió - kulcsfontosságú a robusztus környezetérzékelés
megvalósításában, a redundancia növelése mellett.

A szenzorfúziós algoritmusok fejlesztése során figyelembe kell venni a szenzorok
eltérő látómezőit, elhelyezését és időbeli szinkronizációját, valamint a valós
idejű adatfeldolgozás korlátait. A megbízható objektumdetektálás és lokalizáció
különösen fontos az úgynevezett "hibrid" vagy "vegyes" forgalmi környezetben [2],
ahol autonóm és emberi irányítású járművek egyaránt jelen vannak.

A kutatási téma motivációja tehát a környezetérzékelő rendszerek
megbízhatóságának növelése, valamint olyan valós idejű, gépi tanuláson alapuló
szenzorfúziós módszerek kidolgozása, amelyek elősegítik az autonóm járművek
biztonságos és fokozatos integrációját az intelligens közlekedési rendszerekbe.

2. A kutatás célkitűzései

Az autonóm járművek és a fejlett vezetéstámogató rendszerek (ADAS)
kontextusában az autógyártók (OEM-ek) és az autóipari beszállítók (tier-1)
jellemzően bizalmasan kezelik az érzékelési és döntéshozatali szoftvereik belső
működését. Ezzel szemben a kutatói közösség jelentős mértékben profitál a
nyílt forráskódú megvalósításokból, valamint a nyilvánosan elérhető kiértékelési
adathalmazokból. Számos kiemelt jelentőségű benchmark és kihívás – mint például
a KITTI Vision Benchmark Suite [3, 4], a nuScenes Detection Challenge [5], valamint
az Omni3D Large-Scale 3D Object Detection Benchmark [6] – biztosít platformot
a kutatók és fejlesztők számára új algoritmusok bemutatására és tesztelésére, a
kétdimenziós objektumfelismeréstől a teljes háromdimenziós jelenetértelmezésig
terjedő feladatokban.

Az ilyen közösségi értékelőplatformok és benchmarkok által inspirálva
doktori kutatásomat annak szenteltem, hogy új és hatékony algoritmusokat
dolgozzak ki és fejlesszek tovább, amelyek hozzájárulhatnak az autonóm járművek
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biztonságos bevezetésének felgyorsításához. Tanulmányaim korai szakaszában
kutatócsoportunk célja egy részletes, „digitális iker” (környezetmodell) megalkotása
volt. Ennek keretében egy hatékony, valós idejű gyalogosfelismerő rendszert
fejlesztettem ki, amely képes volt pontos 3D pozícióbecslések előállítására, ezáltal
a gyalogosok megbízható detektálására és lokalizálására.

Ezt követően a rendszer kiterjesztése vált szükségessé a közlekedés más
szereplőinek felismerésére. Ennek megfelelően kutatásom későbbi szakaszaiban
járműérzékelési és 3D objektum-lokalizációs módszereket, valamint algoritmusokat
fejlesztettem és integráltam tetszőleges objektumok azonosítására és pozicionálására
háromdimenziós térben - mindezt alacsony számítási komplexitás mellett, valós
idejű működésre alkalmas módon.

Kutatásom egyik fő célja egy új, gépi tanulásra épülő, multimodális
szenzoradatokat közösen feldolgozó módszer kidolgozása volt, amely elsősorban
a 3D objektumdetektálás megbízhatóságának növelésére irányult. További
célkitűzésem a valós idejű működés biztosítása volt, annak érdekében, hogy a
járműről vagy az infrastruktúrából származó szenzoradatok feldolgozása után a
rendszer időben képes legyen releváns információkat szolgáltatni a közlekedés többi
résztvevője számára.

3. Új kutatási eredmények

A kutatás új tudományos eredményeit és az ezekből levezetett téziseket a következő
alfejezetekben mutatom be.

3.1. 1. tézis

Egy új konvolúciós neurális hálózat architektúrát dolgoztam ki, amely
lehetővé teszi a kamera- és LiDAR-szenzorok nyers adatainak fúzionálását.
Kísérleti úton igazoltam, hogy a LiDAR-pont vetületének megfelelő képpont
lokális környezetéből kinyert intenzitásmátrix felhasználása jobb teljesítményt
eredményez, mint kizárólag a LiDAR-pontok intenzitásértékeinek alkalmazása.

Az 1. tézishez kapcsolódó publikációk

Mihály Csonthó, András Rövid és Zsolt Szalay. „Significance of Image Features in
Camera-LiDAR Based Object Detection”. IEEE ACCESS 10 (2022), 61034–61045. old.
ISSN: 2169-3536. DOI: 10.1109/ACCESS.2022.3181137

https://doi.org/10.1109/ACCESS.2022.3181137
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Kutatásom során megfigyeltem, hogy a LiDAR-pontok térbeli eloszlás mintázata
az objektum felületén, valamint a LiDAR által adott intenzitás eltérhet a
különböző gyártóktól származó LiDAR-szenzorok esetében. Kidolgoztam egy olyan
módszert, amely növeli a pontfelhőn operáló 3D objektumfelismerő algoritmusok
robusztusságát, lehetővé téve, hogy különböző adathalmazokon is következetes
eredményeket produkáljanak. Ezenkívül vizsgáltam, hogy a kiindulási, pontfelhő
alapú hálózat teljesítménye mennyiben függ az objektumok környezetétől.

1. ÁBRA. A módosított, PointPillars alapú hálózat működése, amely
minden 3D pontot képi jellemzőkkel kiegészítve dolgoz fel

Szenzorfúziós módszert valósítottam meg, kiegészítve a pontfelhőt a kamera
képeiből kinyert jellemzőkkel. A különböző jellemzők közül a képi intenzitás
bizonyult a leghatékonyabbnak. Módosítottam az alaphálózatot, hogy a 3D
pontfelhő bemenetet egy több dimenziós reprezentációval egészítse ki, a megfelelő
képpont környezetéből származtatott képi jellemzőket minden 3D ponthoz
hozzárendelve. A hálózatot a 1. ábra mutatja. Ez a módosított hálózat jelentős
performancia növekedést mutatott, különösen a távoli vagy részben takarásban levő
objektumok észlelésében.

A módosított hálózatot a KITTI adatkészleten tanítottam, és performanciáját mind
a KITTI adatkészleten, mind a saját rögzített adatainkon kiértékeltem. Mindkét
esetben hasonló mértékű javulást tapasztaltam. Az algoritmust LiDAR intenzitás
értékek felhasználása nélkül is teszteltem, és az eredmények azt mutatták, hogy a
hozzáfűzött képi jellemzőkkel kiváltható a LiDAR szenzorból származó intenzitás
információ. A módosított hálózat elnevezése arra utal, hogy az algoritmus egyetlen
3D ponthoz mekkora képi jellemzőt rendel. Az 1P1P hálózat esetében egyetlen 3D
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2. ÁBRA. A "KITTI raw" adatszettből származó jelenet észlelési
eredményei. Első sor: PointPillars, második sor: 1P1P architektúra.
Lidar visszaverődési értékeket nem használ a hálózat. A piros számok a

helyes találatokat (TP – True Positives) jelölik

ponthoz egy darab képi jellemzőt fűz a rendszer. Az 1P1P hálózat és a kiindulási
hálózat detekcióit mutatja a 2. ábra.

3.2. 2. tézis

Egy új neurális alhálózat architektúrát dolgoztam ki, amely tanult képi jellemzőket
integrál a LiDAR pontfelhőkön operáló neurális hálózati modellekbe, ezáltal
jelentősen javítva a 3D objektumdetektálás teljesítményét.

• Kísérletekkel igazoltam, hogy bár nagyobb távolságok esetén – amelyek
kevésbé relevánsak a tervezés és döntéshozatal szempontjából – a
helyes találatok aránya csökken; ugyanakkor a tanult képi jellemzők
jelentősen növelik a detektálás megbízhatóságát az operatív szempontból
legrelevánsabb tartományban.

• Megmutattam, hogy a kamera képekből kinyert, magas szintű
tanult jellemzők integrálása képes helyettesíteni a LiDAR által mért
intenzitásértékeket, miközben alacsonyabb hamis pozitív arány érhető
el, és a számítási komplexitása megfelel a valós idejű feldolgozás
követelményeinek.

Az 2. tézishez kapcsolódó publikációk

Mihály Csonthó és András Rövid. „Pillar-X: Integrating Self-Learned Image Features
to Improve 3D Object Detection”. IEEE ACCESS 13 (2025), 83071–83081. old. ISSN:
2169-3536. DOI: 10.1109/ACCESS.2025.3567658

https://doi.org/10.1109/ACCESS.2025.3567658
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3. ÁBRA. A Pillar-X hálózat magas szintű architektúrája

Az első tézis eredményeire építve egy olyan mesterséges intelligencia alapú
módszer kidolgozásába kezdtem, amely a pontokhoz már nem nyers, hanem
előfeldolgozott képi jellemzőket csatol. A képi jellemzőt előállító alhálózat
tervezésekor egyik fő szempont a feldolgozási komplexitás alacsony szinten tartása
volt. Az alhálózat több, egymásra fűzött konvolúciós rétegből áll, és a pontfelhő
dimenzióit kiegészíti a generált képi jellemzőkkel. Az "end-to-end" tanulás lehetővé
teszi, hogy a hálózat a pontfelhő-feldolgozást és a képi jellemzők kinyerését
egyidejűleg tanulja meg, előzetes képi alhálózat-tanítás nélkül. A hálózat működését
a 3. ábra szemlélteti.

A képi jellemzőket generáló alhálózat futtatása esetén, az alaphálózat teljesítmény
kritériumait elérő GPU-k használatával, a feldolgozási idő mindössze 1–2
milliszekumdummal nő. Hátrányként említhető, hogy a LiDAR és a kamera közös
látómezején kívül eső pontfelhő nem dolgozható fel, mivel ezen területeken nem
állnak rendelkezésre képi jellemzők.

A hálózat kiértékelése során azt tapasztaltuk, hogy konfidenciaszint-alapú szűrés
alkalmazása nélkül is jelentősen csökken a hamis pozitív észlelések száma, miközben
a hamis negatív és az igaz pozitív detekciók száma csak kisebb mértékben változik.
Ez jelentős előrelépést jelent, hiszen a legtöbb neurális hálózat esetében a megfelelő
konfidenciaszint kiválasztása kulcsfontosságú az optimális teljesítmény eléréséhez.
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